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Bevezetés 1.

Erdész technikus

Műszaki vezető

Erdőgazdaság

Erdészeti hatóság

Nemzetközi szervezetek

Faállomány típusok tárolása a jelenlegi rendszerben

• 2-3 hektáros erdőrészletek
• Korlátozott lehetőségek vannak az egyes 

fafajok térbeli elhelyezkedésének tárolására
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Faállomány típusok megjelenése  több időpontú Sentinel-2 felvételeken

NIR (Band4) time stack NIR (Band4) time stack 3
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Űrfelvételek 
beszerzése

Előfeldolgozás
Osztályok 

kialakítása / Tanító 
területek kijelölése

Képjellemzők 
kiemeléséhez indexek, 

küszöbértékek 
számítása

Tanítás / 
Osztályozás

Érvényesítés

Űrfelvételek 
beszerzése

Előfeldolgozás
Osztályok 

kialakítása / Tanító 
területek kijelölése

Tanítás / Osztályozás Érvényesítés

Folyamat időigénye
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Képosztályozás munkafolyamata 
hagyományos osztályozó módszerekkel:

Képosztályozás munkafolyamata Deep learning
osztályozó módszerekkel:

Bevezetés 3.



A Börzsöny hegység és környezete

Erdőrészlet poligonok faállomány-
típus szerint színezve

Vizsgált időszak:
2017.03.01 - 2017.10.31

Anyag 1.

Sentinel-2 műholdak felvételei

(forrás: esa.int)

Anyag

Sentinel-2A és 2B
10 és 20 m felbontású sávok



Elemzéshez kész képanyag

A kiválasztott Sentinel-2 csempék letöltése a vegetációs időszakból

DEM

Nap magasság és 
azimuth értékek

A Sentinel-2 képadatbázisának szűrése

Atmoszféra alján mért reflektancia előállítása az 
egyes képeken Sen2cor segítségével

Az automatikusan generált felhőmaszkok alapján a 10%-nál
alacsonyabb felhőborítású felvételek kiválasztása a mintaterületre

Mintaterület kiválasztása

Idősorozat alapú felhő és felhőárnyék maszkolás

A hiányzó reflektancia értékek modellezése az idősorozatban

Topográfiai normalizáció az empirikus forgatás módszerével

A képanyag újra mintavételezése 10 méteres terepi 
felbontásra legközelebbi szomszéd módszerrel

Előfeldolgozás 1.

Előfeldolgozás áttekintése
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Időpontok

Idősorozat alapú felhő és felhőárnyék maszkolás

Vastag felhőréteg a kék sáv 
idősorozatának 8. időpontjában:

Vékony felhőréteg a kék sáv 
idősorozatának 5. időpontjában:

Felhőárnyék a közeli infravörös sáv 
idősorozatának 8. időpontjában:

Előfeldolgozás 2.



𝑥𝑘 = 𝐹𝑘𝑥𝑘−1 +𝑊𝑘

𝑥𝑘:A rendszer állapot vektora k időpontban

𝐹𝑘: Az állapot változás modell alapján meghatározott érték k-1

időpontban

𝑊𝑘:A folyamat zaja k időpontban

ො𝑥𝑘 =
𝑝𝑜𝑧í𝑐𝑖ó
𝑠𝑒𝑏𝑒𝑠𝑠é𝑔

ො𝑥𝑘: A rendszer állapotának optimális becslése k időpontban

Sebesség változás kép a kék sávok alapján:

Sebesség változás kép a közeli infravörös sávok 
alapján:

Idősorozat alapú felhő és felhőárnyék maszkolás II.

6x6 pixel

Előfeldolgozás 3.



Eltérő megvilágítottsági állapotú 
pixelek szűrése

Lineáris regresszió készítése az előző és az 
aktuális időpont reflektancia értékei között

Hiányzó pixelérték kitöltése

Reflektancia becslése a lineáris funkció alapján

Küszöb alkalmazás túlcsordulás esetén

Egyes sávok idősorozatai

Hiányzó pixel felkeresése

A referencia időpont sávjának előre helyezése

Ciklus az egyes időpontokon:                    

Hasonló reflektanciájú pixelek kigyűjtése 40x40 
méretű ablakban, melyek érvényesek voltak az 

aktuális és az azt megelőző időpontban

DEM Nap 
magasság 

és azimuth 
értékek

Megvilágítottsági 
állapot számítása 

a felületre

A hiányzó reflektancia értékek modellezése 
az idősorozatban

Topográfiai normalizáció az empirikus forgatás 
módszerével

DEM

Nap magasság és 
azimuth értékekA felvétel egy sávja 𝜆

Érvényes pixelek kiválasztása
Megvilágítottsági 

állapot számítása a 
felületre

Vetített 
árnyékok 

számítása a 
felületre

Regresszió számítás a reflektancia és a 
megvilágítottsági állapot között

Korrekció számítása az egyes pixelekre

Túlcsordult értékek kényszerítése 
[0,1] tartományba

Normalizált kép kiírása

𝐿ℎ 𝜆 𝑥𝑦 = 𝐿𝑖 𝜆 𝑥𝑦 − 𝑎 𝜆 ∙ (𝐼𝐶𝑥𝑦 − 𝐼𝐶ℎ)

𝐿ℎ 𝜆 𝑥𝑦: Normalizált reflektancia az adott sáv egy pixelén.

𝐿𝑖 𝜆 𝑥𝑦: Eredeti reflektancia az adott sáv egy pixelén.

𝑎 𝜆 : Lineáris regresszió meredeksége az adott sávon.

𝐼𝐶𝑥𝑦: Megvilágítottsági állapot a felületen.

𝐼𝐶ℎ: A vízszintes felület megvilágítottsági állapota, mely egyenlő a napállás zenith szögének

koszinuszával.

Előfeldolgozás 4.



Tanító területek kijelölése az erdőleltár és 
terepi bejárás alapján

Osztályok meghatározása

Osztályozás áttekintése
Osztályozás módszer 1.

1980: csak spektrális jellemzők

2018: spektrális-időbeli jellemzők

Faállomány típusok osztályozás űrfelvételek alapján:

2018: spektrális-időbeli-térbeli jellemzők

Faállomány típusok térképezése Sentinel-2 űrfelvétel 

idősorozaton Deep learning osztályozóval

Barton Iván1, Czimber Kornél1, Király Géza1, Moskal L. Monika2

Űrfelvétel idősorozat normalizálása [-1;1] 
tartományba

Tanító területekről kivágatok készítése

Deep learning osztályozó tanítása

Multiresolution szegmentáslás

Szegmensek osztályozása a Deep learning
modellel

Térképek érvényesítése

11+1 faállomány típus:



Osztályozás módszer 2.

Forrás: https://github.com/tensorflow/tensorflow 

Mesterséges Intelligencia

Gépi tanulás

Deep Learning

Deep learning osztályozó

DEEP LEARNING: olyan gépi tanulási módszerek összefoglaló neve, melyek mély mesterséges
neurális hálózatok segítségével oldanak meg osztályozási vagy regressziós problémákat.
Jellemzően adatvezérelt, felügyelt típusú osztályozók készítésére alkalmazzák nagyon széles
körben. A távérzékelt adatok kiértékelésének munkafolyamatába integrálható.

Konvolúciós mély neurális hálózat osztályozó

Forrás: https://playground.tensorflow.org

Bemenő adatok Konvolúciós szűrők Neuron rétegek Osztályozó modell
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Konvolúciós blokkok: Teljesen összekapcsolt blokkok:

2D Konvolúciós Neurális Hálózat 
(CNN) felépítése

Osztályozás módszer 3.

• 5 konvolúciós blokk
• 3 teljesen kapcsolt blokk
• ~511424 kapcsolat



Szegmens konverzió

Szegmensek betöltése

Szegmens befoglaló 
mérete n x n-nél nagyobb?

Igen Nem

Egy mozgó n x n méretű 
ablak megkeresi a 

legjobb fedést

A maradék kitöltése 
véletlenszerűen vett 

mintákkal

n x n méretű kivágatok egy 
képbe írása

Szegmens beillesztése a 
centroidba

Véletlenszerű 1x1, 1x2, 1x3
pixel minták vétele a 

szegmensből és a maradék 
kitöltése
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Előfeldolgozás eredmények 1.

Dátum KF maszk S2C maszk
2017.04.27 78.7% 7.2%
2017.06.28 93.7% 28.0%
2017.07.03 86.6% 3.5%
2017.07.11 98.9% 13.3%
2017.07.26 67.8% 0.1%
2017.09.01 89.0% 19.5%

Átlag: 86% 12%

Felhasználói pontosságok:

A felhőmaszkok alapján az elérhető 
érvényes megfigyelések száma

Topográfiai normalizáció
Multitemporális felhőmaszkolás

Kép pótlás

Előfeldolgozás eredménye



CNN Random forest
Osztályozás eredménye

Osztályozás eredmények 1.



Osztályozás eredmények 2.

Osztályozás eredménye

Természetes 
eredetű erdők 

Mesterséges 
eredetű erdők 
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Sűrűség

CNN osztályozás összehasonlítása 
Random forest osztályozóval Egyező osztályok sűrűség térképe
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Akác 3164 0 1 1 16 542 9 0 16 21 1 8 83.73%
Bükk 1 12187 11 30 3375 664 810 678 54 134 43 893 64.55%

Fenyők 21 5 2779 5 380 632 155 0 132 201 3 832 54.01%

Magas kőris 0 183 6 463 243 214 644 2 13 52 24 45 24.51%

Gyertyán 3 619 0 6 6380 765 252 276 152 36 157 311 71.23%

Tölgyek 173 344 0 14 2350 17652 295 11 1191 238 141 181 78.14%

Hársak 0 82 0 0 330 26 256 4 2 21 1 35 33.82%

Virágos Köris 0 179 0 1 945 91 107 1066 60 13 38 468 35.92%

Cser 268 28 1 5 1732 2754 108 12 6932 74 79 263 56.56%

Éger 658 185 2 10 6315 6281 887 206 2378 4335 516 4252 16.66%

Vöröstölgy 52 170 0 2 7501 2034 429 956 483 187 1620 9919 6.94%

egyéb 7 902 70 8 4804 711 1003 584 613 271 388 38753 4.08%

72.78% 1.33% 96.83% 84.95% 18.53% 54.54% 5.17% 28.09% 57.64% 77.65% 53.80% 69.25%
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CNN

Összesített pontosság: 8.78%
Kappa: 0.029

Hibamátrix a két osztályozás között

Osztályozás eredmények 3.



Összegzés

• A fejlesztett előfeldolgozó módszer 25x25 km területen alkalmazható 
hatékonyan.

• Mezőgazdasági területek felett is alkalmazható, ha idősorozat modellt és 
további sávokat vezetünk be.

• Közeli időpontban, különböző műholdpályákról készült felvételek is 
hasznosak.

• Az idősorozatban a kor jellemző spektrálisan elmosódik, a szerkezet utal rá. 
• Tanító és teszt adatok nagyon korlátozottan érhetők el.
• Nem megszokott, erdő szerkezetet leíró paraméter is kinyerhető a 

módszerrel, aminek az eredményét kombinálni lehet a most bemutatott 
térképpel.

Összegzés 1.



Köszönöm a figyelmet!

Köszönetnyilvánítás:


